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요 약

컴퓨터 비전 분야에서 딥러닝을 이용한 객체 인식이 활발히 연구되면서 다양한 분야에서 사용되고 있다. 여러

분야에서 딥러닝 객체 인식 모델을 활용하기 위해서 학습 데이터의 양과 질뿐만 아니라 다양성 역시 중요한 요소

로 자리 잡게 되었다. 하지만 객체 인식 모델을 활용하고자 하는 분야가 특수하여 데이터가 희귀한 경우에는 모델

의 학습에 필요한 많은 양의 데이터를 수집할 수 없는 상황이 발생할 수 있다. 본 논문에서는 도로 위의 쓰레기

를 인식하여 청소하는 자율주행 노면 청소차라는 특수한 환경에서의 객체 인식 모델을 학습시키기 위해 이미지를

합성하는 데이터 증강 기법을 연구한다. 나아가서 도로 환경에서 좀 더 사실적으로 합성하기 위한 원근 변환을 적

용하는 방법을 제안하고 객체 인식 모델에 끼치는 영향을 실험을 통해 분석한다.

키워드 : 객체 인식, 데이터 증강, Copy-Paste, 도로 환경, 이미지 합성, 원근 변환

Key Words : Object detection, Data augmentation, Copy-Paste, Road environment, Image synthesis,

Perspective transform

ABSTRACT

Object detection using deep learning has been actively studied in the computer vision task and is used in

various tasks. In order to utilize the deep learning object detection model in various tasks, not only the

quantity and quality of training data but also diversity has become an important factor. However, if the data is

rare because the task which utilizes the object detection model is special, it may not be possible to collect the

large amount of data required for the model’s training. In this paper, we study a data augmentation technique

that synthesizes images to learn an object recognition model in a special environment called an autonomous

road cleaner that recognizes and cleans trash on the road. Furthermore, we propose a method of applying

perspective transformations to synthesize more realistic data and analyze the impact on object detection model

through experiments.
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Ⅰ. 서 론

객체 인식 분야에서 Faster-RCNN[1], SSD[2],

FCOS[3], YOLO[4]와 같은 딥러닝 기술 기반 객체 인

식모델들은높은정확도를보여준다. 이러한객체인

식모델들은많은학습데이터양을기반으로좋은성

능을보여줄수있다. 하지만데이터의양이확보되지

않았을 때는 검출 성능이 보장되지 않는다는 문제가

있다. 따라서 객체 인식 모델을 학습하려 할 때, 주석

이 달린 많은 양의 데이터 확보는 중요한 과제이다.

하지만 학습에 이용할 수 있는 데이터를 직접 수집하

는것은시간과비용의소모가크고, 데이터에주석을

추가하는 것 역시 큰 비용이 소모된다. 필요로 하는

데이터 셋을 확보할 수 있는 경우에는 이러한 부분을

고려하지 않아도 되지만 확보하기 어려운 희귀 객체

를인식하는모델을학습하려할때, 적합한데이터를

확보하는 것이 문제가 된다.

앞서설명한문제해결을위해렌더링객체를합성

하여데이터를생성하는방법[5]이연구되었고이를통

해직접수집하는것보다희귀객체데이터를쉽게확

보할 수 있고 주석 추가에 드는 비용도 절감할 수 있

다. 하지만 실제 객체와 렌더링 객체 사이의 간극을

줄이는데 많은 노력이 필요하고 실제 데이터에 일반

화하기 어렵다는 단점이 있다[6]. 실제객체를 복사 후

붙여넣기 하여 데이터를 생성하는 방법(Copy-Paste)

이 연구되어 이러한 문제가 해결되었고, 나아가 배경

이미지에 붙여 넣은 객체가 더욱 자연스럽게 보이기

위해 gaussian blur, poisson blending과 같은 기법들

이나크기변환, 색변환, 시각적문맥기반배치와같

은 방법들이 사용되었다[7-11].

본 논문에서 언급하는 자율주행 노면 청소차는 도

로 환경에서 쓰레기 객체를 인식하여 청소한다. 이때

쓰레기를 인식하는 것은 자율주행 노면 청소차의 임

무 수행을 위해 필수적으로 선행되어야 하기에 가장

중요한 기능이고, 정확한 인식을 위해 카메라를 통해

입력 받은 이미지를 이용해 쓰레기 객체를 인식하여

야 한다. 이러한 자율주행 노면 청소차의 객체 탐지

모델의 학습을 위해서는 도로 환경에 쓰레기가 놓여

있는 이미지 데이터가 요구된다. 하지만 도로 환경에

쓰레기가 존재하는 데이터는 굉장히 적고, 그러한 데

이터들만 수집한 데이터 셋은 존재하지 않는다. 이런

경우 자율주행 노면 청소차의 객체 인식 모델의 학습

을 위한 데이터 확보는 큰 비용이 소모되기 때문에

Copy-Paste 데이터 증강 기법이 효과적이다. 하지만

도로 환경의 쓰레기 중에는 전단지와 같이 높이가

0.5cm 이하인납작한객체가존재하고그림 3에서볼

수 있듯이 기존의 Copy-Paste 데이터 증강 기법[7~11]

으로는 이러한 객체를 자연스럽게 배치할 수 없다.

본 논문에서는 도로 환경에서 납작한 객체를 자연

스럽게 붙여넣기 위해 도로 환경에서의 원근감을 구

현할 수 있는 원근 변환 방법을 제안하여 Copy-Paste

데이터 증강 기법을 개선한다. 그리고 제안한 방법이

자율주행 노면 청소차의 임무 수행을 위한 쓰레기 객

체 탐지 모델의 성능에 미치는 영향을 연구한다.

Ⅱ. 관련 연구

2.1 객체 탐지
객체 탐지는 최근 많이 연구되는 분야로서, 이미지

에 어떠한 객체들이 어떠한 위치에 존재하는지 구별

할 수 있는 기술이다. 객체 탐지 모델은 주로 2-stage

detector와 1-stage detector로구분할수있다. 2-stage

detector는 지역 제안 단계와 분류 단계로 나누어 객

체를검출한다. 지역제안단계에서는객체가있을만

한 영역을 찾아내는 단계이다. 분류 단계에서는 객체

가 어떤 객체인지, 객체의 종류를 판별하는 단계이다.

대표적인 2-stage detector로는 R-CNN[12],

FasterRCNN[1] 등이있다. 1-stage detector는앞에언

급한 두 단계를 동시에 해결하여 속도를 높이는 방법

이다. 대표적으로 YOLO[4], SSD[2] 등이 있다. 본 논

문에서는 YOLOv7[13] 모델을이용하여도로환경에서

의 쓰레기 객체 탐지를 위한 데이터 증강을 연구한다.

2.2 희귀 객체 탐지
희귀객체탐지는일반적인객체탐지에비해모델

학습을 위한 학습 데이터를 확보하기가 어렵다는 문

제가있다. 희귀한객체에대한원초적인이미지의양

이적으며이런데이터를이용하려는곳또한적기때

문에 주석이 추가 되어있는 데이터 셋은 찾아보기 힘

들고 데이터 셋이 있더라도 희귀 객체의 비율이 굉장

히 적은 long-tail 데이터 셋일 가능성이 크다. 최근에

는 이러한 문제를 해결하기 위하여 적은 양의 데이터

셋만으로 학습된 모델의 성능을 끌어올릴 수 있는

few-shot learning[14]이 사용되고 있다. 또 다른 해결

책으로서 long-tail 데이터 셋의 tail 카테고리 데이터

의 수와 head 카테고리 데이터의 수를 sampling하여

데이터의 분포를 조정하는 re-sampling[15]과 손실 값

을 조절하여 클래스의 균형을 맞추어 학습하는 방법

인 loss re-weighting[16] 등을 사용하여 long-tail 데이

터셋의불균형을해소하거나, 데이터증강기법을사
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용해 희귀 객체의 수를 증가시키는 방법을 사용한다.

2.3 데이터 증강
일반적으로, 데이터증강은학습데이터셋의규모,

크기를 키우는 방법으로 다양한 컴퓨터 비전 과제에

서 성능 향상에 도움이 된다. 기존 데이터에서 훈련

데이터 셋을 인위적으로 증가시키기 위해 다양한 변

환을 사용한다. 일반적으로 이미지 수준 데이터 증강

은기하학적변환증강과광학적증강으로나뉠수있

다[17]. 기하학적 변환 증강은 flipping, scaling,

cropping 등이 있고, 광학적 증강은 색상, 채도, 명도

조절 등이 있다.

객체들끼리겹쳐서탐지성능을저하시키는문제를

해결하기 위해 Random Erasing[18],

Hide-And-Seek[19], Cutout[20]과 같이 폐색 현상 기반

데이터 증강 기법들이 연구되었다.

2.4 Copy-Paste 데이터 증강
본 논문에서 연구하는 Copy-Paste 데이터 증강 기

법은객체수준데이터증강기법이다. 임의의객체를

임의로 선택한 배경 이미지로 붙여 넣어 합성하는 방

법으로 데이터를 증강시킨다. D. Dwibedi 등은 객체

를 배치할 때, 전체적인 이미지의 특징보다는 객체가

위치할영역과의조화가중요하다고주장한다[8]. 이를

위해 gaussian blurring, poisson blending과 같은 기

법을 사용하고 정답 외의 객체를 배치하는 방법으로

객체 붙여넣기 시 발생하는 경계 픽셀 불일치에 객체

탐지 모델이 집중하지 않게 한다. 본 논문에서는 D.

Dwibedi 등이 연구한 “Cut, Paste and learn:

Surprisingly easy synthesis for instance detection”[8]

을 baseline으로 사용하고, 이후 baseline으로 표기한

다. N. Li 등과 N. Dvornik 등은 전체적인 맥락을 파

악하여 객체 배치 시 사용하여 탐지 성능을 향상시켰

다[9-10]. G. Ghiasi 등은 전체적인 맥락과 지역적인 조

화 없이도 large, standard scale jittering 정도만 사용

하는 간단한 Copy-Paste로도 효과적임을 보였다[11].

N. Li 등은 도로 환경에서의 희귀 객체(교통 원뿔)에

대한 Copy-Paste 데이터 증강 기법을 연구하면서, 차

선, 도로, 일반객체(차량, 보행자, 등)와같은도로환

경문맥을객체의크기와채도등의변경과객체의배

치에 이용하여 희귀 객체 탐지 성능을 향상시켰다[9].

최근에는 적대적 생성 신경망(GAN)을 활용하여

Copy-Paste에사용할객체를생성하는방법이연구되

었다[21].

본 논문에서는 Copy-Paste 데이터 증강 기법을 이

용하여 도로 환경에서의 쓰레기 객체 이미지 데이터

를 생성하고 이를 학습 데이터로 사용하여 객체 탐지

모델을 학습하는 방법을 연구한다. 본 논문의 기여점

은 다음과 같이 정리할 수 있다.

∙본 논문에서는 도로 환경에서의 원근 보정을 위해

원근 변환을 이용한 Copy-Paste 데이터 증강 기법

을 제안한다.

∙시뮬레이션을 통해, 객체 탐지 모델의 학습 데이터

로 사용하기 위해 도로 환경에서 쓰레기 객체(병,

캔, 박스 등)를 합성할 때, 제안한 Copy-Paste 데이

터 증강 기법이 일부 객체들(원근 변환 적용 객체)

의 탐지 성능 향상에 효과적임을 보인다.

Ⅲ. Copy-Paste 데이터 증강 기법 기반 도로
환경에서의 쓰레기 객체 데이터 합성 방법

그림 1은본논문에서제안하는 Copy-Paste 데이터

증강 기법을 이용한 학습 데이터 생성 과정을 보여준

다. 우선 객체와 객체의 마스크 이미지 그리고 배경

이미지를 수집한다. 깊이 추정 모델과 차선, 도로, 객

체를파악하는 panoptic driving perception 모델을활

용하여배경이미지에서맥락정보를얻어낸다. 그후,

앞서 얻어낸 맥락 정보를 활용하여 객체를 배치할 위

치를정하고그에맞춰객체에크기변환과원근변환

등 지역 적응 변환을 가한다. 변환한 객체를 배경 이

미지에배치하여데이터를생성하고, 자동으로주석을

추가한다.

3.1 객체 이미지 & 객체 마스크, 배경 이미지 수집
배경 이미지에 배치할 객체들은 다양한 종류의 쓰

레기를 수집, 촬영하여서 객체 이미지를 확보한다. 확

보한 객체 이미지는 객체의 특성에 따라 원근 변환을

적용할 객체와 적용하지 않을 객체로 분류한다. 원근

변환을 적용할 객체들은 2D에 가까워야 하기에 높이

가 0.5cm 이하인 경우에 적용할 객체로 분류한다. 예

를 들어, 도로 위에 배치될 병, 캔, 비닐, 전단지 등의

객체들을 확보하였고 비닐(일부), 전단지 등은 원근

변환을 적용할 객체로 분류된다. 수집된 객체는

segmentation 주석 처리하고 COCO API를 활용하여,

객체 마스크를 확보한다.

배경 이미지는 실제 도로를 촬영하여 확보하고, 깊

이 추정 모델과 panoptic driving perception 모델을

사용하여 배경 이미지의 전역적인 맥락을 추출한다.

추출된 전역적인 맥락은 크기 변환, 원근 변환, 맥락

을 고려한 배치 등에 사용된다.
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그림 2. 크기 변환 적용 과정
Fig. 2. Scale transform process

그림 1. 제안하는 학습 데이터 생성 과정
Fig. 1. Proposed train data generation process

3.2 객체 변환
확보한 객체를 이미지에 아무 작용 없이 배치하게

되면물체크기의비율, 원근감등이시각적으로현실

과동떨어지게된다. 이를객체에다양한변환을적용

해 해결한다.

3.2.1 크기 변환

도로환경상에서객체는원근감에의해멀어질수록

이미지상에서작아진다. 원근감을고려하지않고단순

히 배치하게 된다면, 시각적으로 굉장히 어색한 이미

지가 생성된다. 이러한 원근감을 구현하기 위해 배경

이미지에 물체가 배치될 위치를 고려하여 크기 변환

을 적용한다.

객체의 크기를 얼마만큼 변화시킬지에 대한 크기

변환정도는그림 2의위의두그림에서볼수있듯이

깊이추정모델의결과로나온깊이맵에기반하여정

하게 된다. 깊이 맵의 각 픽셀은 해당 이미지에서 가

장 먼 지점으로부터 각 픽셀의 지점까지의 상대적인

거리정보를포함하고있다. 각픽셀이포함하고있는

상대적인 거릿값을 0과 1 사이의 값으로 정규화하고

배치할 위치에서의 크기 변환 정도로 사용한다. 그림

2의 아래 그림에서 크기 변환이 잘 적용되었음을 볼

수 있다.

3.2.2 원근 변환 

 실제로 촬영한 도로 사진을 보거나, 차도에서 육

안으로 차도를 보면 실제로는 일직선인 차선과 차도

가 가운데로 기울어지고 또한 좁아지는 모습을 확인

할 수 있다. 이러한 현상은 그림 3의 왼쪽 그림과 같

이 바닥에 붙어 배치된 물체(특히 전단지, 비닐과 같

이 납작한 물체)에도 동일하게 나타난다. 이 현상을

고려하지 않고 객체를 배치한다면 그림 3의 중간 그

림과 같이 시각적으로 굉장히 어색한 이미지가 생성

될 수 있으므로, 이러한 현상이 두드러지게 나타나는

객체를배치할때동일한현상이나타나게끔해주어야

한다. 본논문에서는이현상을구현하기위해해당하

는 객체에 원근 변환을 적용하는 방법을 제안한다. 

 이때 실제 이미지의 차선 중 가운데에 위치한 차

선은 가장자리에 위치한 차선에 비해 기울어지거나
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그림 4. 원근 변환 적용 도식
Fig. 4. perspective transform application schema

그림 3. 원근 변환 예시
Fig. 3. perspective transform example

좁아지는 현상이 적게 나타난다는 점을 고려해, 원근

변환은 객체가 배치될 이미지상의 위치에 따라 다르

게적용되어야한다. 차선과같은위치에배치되는물

체는 해당 차선의 기울기와 비슷한 기울기를 보이게

되고, 두차선사이에물체가배치되는경우에물체는

두 차선의 중간 정도의 기울기를 보인다. 

위의 사항을 고려한 원근 변환 적용을 위해 배경

이미지에서 panoptic driving perception 모델을 이용

해 확보한 차선 정보를 바탕으로 이미지의 픽셀마다

기울기 값을 가지는 배경 이미지와 같은 크기의 2차

원 배열(기울기 맵)을 생성한다. 배경 이미지의 가장

왼쪽과 오른쪽 차선들의 연장선이 만나는 접점을 구

하고, 각픽셀에서접점까지의선의기울기계산해기

울기 맵을 생성할 수 있다. 이를 수식으로 나타내면

다음과 같다: 

(1)

수식 (1)에서 G는 배경 이미지와 같은 크기의 2차

원 배열인 기울기 맵이고, xc, yc는 접점의 픽셀 좌표,

x, y는 기울기 맵의 픽셀 좌표다. 이때 픽셀의 좌표는

이미지의좌상단꼭짓점이 (0, 0)인것을기준으로한

다. xc - x가 0인 픽셀에서의 계산은 오류가 발생하기

에 기울기 값을 0으로 예외 처리하고, 이후 선분과 y

축과의각도를구할때선분의기울기가 0인경우 y축

과의 각도를 0도로 설정한다. yc - y가 0으로 실제 기

울기 값 계산이 0인 픽셀들은 도로를 벗어나기에 객

체가 배치되지 않으므로 추후 계산에 사용되지 않고,

오류가 발생하지 않는다.

원근 변환 행렬을 구하기 위해서는 원근 변환 전

객체이미지의네꼭짓점의픽셀좌표와변환후의네

꼭짓점의 픽셀 좌표가 필요하다. 객체 이미지의 좌우

하단 꼭짓점이 배치될 예정 위치의 기울기 값에 따라

객체 이미지의 왼쪽 면과 오른쪽 면을 회전시키고 회

전시킨후의꼭짓점좌표를구한다. 이를수식으로나

타내면 다음과 같다: 

(2)

수식 (2)에서 , ,

, 은 각

각 원근 변환 적용 후 객체 이미지의 좌 상단, 우 상

단, 우 하단, 좌 하단 꼭짓점의 픽셀 좌표다. w, h는

원근변환전객체이미지의폭과높이고단위는픽셀

이다. 과 는 객체 이미지의 좌우 하단 꼭짓점이

배치될 예정 위치의 픽셀과 기울기 값을 이용해 만든

선분과 y축 사이의 각도다. 이때 픽셀의 좌표는 이미

지의좌상단꼭짓점이 (0, 0)인것을기준으로한다. 

원근변환의예시와함께수식 (2)의기호들을그림

4에서 보인다. 그림 4의 회색 사각형은 변환 전 객체

이미지, 주황색 평행사변형은 변환 후 객체 이미지를

나타낸다. (x1, y1), (x2, y2), (x3, y3), (x4, y4)은각각변

환 전 객체 이미지의 좌 상단, 우 상단, 우 하단, 좌

하단 꼭짓점의 픽셀 좌표다. 마찬가지로 픽셀의 좌표

는이미지의좌상단꼭짓점이 (0, 0)인것을기준으로

한다. 
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Model
AP

mAP
Bottle Box Can Vinyl Flyer

Baseline[8] 26.5 56.8 38.8 72.8 8.1 40.6

Baseline+ 35.3 69.7 49.4 76.4 14.5 49.1

Ours 36.4 72.0 48.7 81.5 76.7 63.1

표 1. 여러 Copy-Paste 데이터 증강 기법으로 생성한 데이터를 이용해 학습한 객체 탐지 모델 간 성능 비교
Table 1. Performance comparison in object detection models trained by data generated by various Copy-Paste data
augmentation method

수식 (2)를 통해 원근 변환 적용 후의 객체 이미지

의네꼭짓점의좌표를구하고나면, 8개의꼭짓점(원

근변환이전 4개 + 원근변환이후 4개) 좌표를이용

하여원근변환행렬을구할 수있다. 원근변환행렬

을 구하고 이를 이미지에 적용하는 과정을 수식으로

표현하면 다음과 같다:

(3)

(4)

(5)

이때 x, y는변환전이미지의좌표이고, xˈ, yˈ는변
환 후 이미지의 좌표이다.

수식 (3)과 (4)를통해구한원근변환행렬과수식

(5)를이용하여객체이미지에원근변환을적용해그

림 3의 오른쪽 그림과 같이 객체가 이미지에 배치될

위치에 따라 기울어지고 좁아지는 모습을 재현해낼

수있고, 원근변환이적용되기적합한높이가 0.5 cm

이하인 납작한 객체들은 원근 변환을 적용하기 전보

다 시각적으로 자연스러워 보인다. 또한 표 1에서 볼

수있듯이 Copy-Paste 데이터증강 기법에 원근변환

을 적용하여 객체 탐지 모델의 mean average

precision을 49.1에서 63.1로 14.0 만큼 상승시켰다.

3.2.3 블렌딩

배경 이미지에 객체를 블렌딩 없이 바로 배치하게

되면 눈에 확 띄는 경계선이 발생한다. 객체 탐지 모

델은 학습 시 배치한 물체보다는 이 경계선에 집중하

게 되며 이는 실제 데이터에서 추론하였을 때 성능이

떨어지는문제를야기한다[8]. Baseline과 N.Li.등은이

를 해결하기 위해 gaussian blur와 poisson

blending[22] 두 가지 기법을 사용한다[8-9].

하지만 poisson blending은 크기가 작은 객체에 적

용될 때 ghost 현상을 일으킬 수 있다[23]. 본 논문의

실험에서는 대체로 작은 객체를 배경 이미지에 배치

하기 때문에 원래의 색과 형태를 잃는 ghost 문제가

발생하여 모델의 성능을 감소시키므로 제외하였다.

Alpha blending: 주석을 이용해서 객체 마스크를

추출할 때 COCO API 객체 마스크 추출 라이브러리

가 객체 마스크 이미지의 값을 정확히 0 또는 1로 분

류하는것이아닌경계선근처에서는 0과 1 사이의값

을 가지면서 경계선 근처에 노이즈가 발생한다는 문

제점이있다. 이를제거하지않은객체마스크를이용

하여 객체를 배치하게 되면 객체 이미지의 경계선에

도 노이즈가 심하게 발생한다.

노이즈를 제거하기 위해 배경 이미지와 객체 이미

지의 각 픽셀과 객체 마스크의 각 픽셀을 요소 별로

곱한 뒤 합하는 Alpha blending 기법을 사용하였다.

수식으로 나타낸다면 다음과 같다:

(6)

여기서 B는 객체 이미지가 배치될 지역의 배경 이

미지이고 I와 a는각각붙여넣을객체이미지와객체
마스크이다. 이러한 Alpha blending 기법을 사용하여

경계면 주위에 발생하는 노이즈 값을 제거하였다.

Gaussian blur : 배경 사진에 직접 이미지를 붙여

넣는다면 객체와 배경 이미지 사이의 경계가 너무 뚜

렷해보이는현상이발생한다. 육안상으로확인해보면

큰 차이가 없어 보일 수도 있지만 객체 탐지 모델은

학습 중 이러한 경계면에 집중하여 학습하게 되므로
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탐지 성능이 감소하게 된다[8]. 따라서 경계면을 모호

하게 하기 위한 방법으로 경계면에 대해서 gaussian

blur를 적용하여 좀더 매끄럽게 처리하였다.

Distractor : 앞서 설명한 블렌딩 기법들을 사용하

여 객체 이미지의 부자연스러운 경계선을 완화하더라

도, 객체탐지모델이블렌딩을거친경계선에집중하

여 학습하게 될 수 있다. 이를 해결하기 위해, 데이터

셋의 정답 클래스에 포함되지 않는 객체를 distractor

로 배경 이미지에 배치하여 경계면에 집중해 학습할

가능성을 낮췄다[8].

3.3 데이터 증강
객체의시각적다양성을위해몇가지데이터증강

기법을 추가하였다.

3.3.1 회전

실제로 객체가 도로 환경에서 다양한 각도로 존재

할 수 있는 상황을 고려하기 위해 객체를 2D 회전시

켜 배치한다. 실내 주방 환경을 고려하여 -30도~30도

사이의 각도로 회전시켜 배치하는 baseline[8]과는 다

르게 본 논문에서 고려하는 도로 환경에서의 쓰레기

객체는 실제로 어느 방향으로 배치되어 있어도 이상

하지 않기에 객체를 360도 중 임의의 각도로 회전시

켜 배치한다.

쓰레기 객체는 바라보는 방향에 따라 시각적으로

다른모습을보여줄가능성이높다. 이를고려하기위

해수집한객체를여러방향에서촬영해 3D 회전시킨

객체 이미지들을 확보하였다.

3.3.2 폐색/잘림 현상

실제 이미지에서는 객체들이 겹쳐 있는 폐색 상황

이 발생하게 된다. 따라서 객체를 배치하는 상황에서

이러한 점을 고려하였고, 두 객체의 Intersection over

Union이 0.5 이하가되는경우에만 폐색된배치를허

용하였다.

또한객체가이미지의가장자리에위치하여객체가

잘리게 되는 현상도 존재하는데, 객체

이미지의 최소 25% 이상은 남을 수 있게 객체를

배치하였다.

3.4 맥락을 고려한 배치
Copy-Paste 데이터 증강 기법을 사용할 때 시각적

맥락을 고려하여 배치하는 것이 중요하다[9-10]. 실제

이미지에서는 쓰레기가 하늘에 위치하거나 공중에 떠

있을가능성은없다. 또한자율주행노면청소차의경

우에는도로에서임무수행을한다는특징이있다. 이

러한 환경을 고려해 시각적 맥락을 이용하여 도로에

쓰레기를 배치해야 한다.

따라서 본 논문의 Copy-Paste 데이터 증강 기법에

서는 그림 1에서 볼 수 있듯이 panoptic driving

perception 모델을이용해도로와도로이외의지역을

구분하고 시각적 맥락을 고려해 도로 위에만 쓰레기

객체를 배치한다.

Ⅳ. 시뮬레이션 결과

본 논문에서 제안하는 Copy-Paste 데이터 증강 기

법의 효과를 보이기 위해, 기존의 Copy-Paste 데이터

증강 기법[8]을 사용하여 생성한 학습 데이터 셋과 본

논문의 Copy-Paste 데이터 증강 기법을 사용하여 생

성한학습데이터셋으로각각학습시킨객체탐지모

델의 성능을 비교한다. 먼저 실험 환경을 설명한다.

4.1 학습 데이터 셋 및 평가 데이터 셋
학습 데이터 셋 생성을 위해 5개 카테고리(병, 캔,

박스, 비닐, 전단지)의 객체 28개를 수집 후 촬영하였

고, 객체의 높이가 0.5cm 이하면 원근 변환을 적용할

객체 이미지로 그렇지 않다면 적용하지 않을 객체 이

미지로 나누었다.

배경이미지는고려대학교세종캠퍼스내의도로를

총 15장 직접 촬영하였고, 전역적인 맥락을 파악하기

위해 YOLOP[24] 모델과 MiDaS[25] 모델을이용하였다.

모든실험에서이미지 1장당 10개의객체를배치하

여 5,000장의 학습 데이터 셋을 생성하였다. 또한 본

논문에서 제안한 원근 변환을 이용한 Copy-Paste 데

이터증강기법이객체탐지성능에미치는영향을확

인하기 위해 원근 변환의 사용 유무를 제외하고는 정

확히 같은 위치에 같은 객체를 배치하여 데이터를 생

성하였다.

평가데이터셋은수집한객체를실제로여러도로

에무작위로배치하고촬영하여총 205장생성하였다.

4.2 객체 탐지 모델 및 하이퍼파라미터
본 논문에서는 YOLOv7[13] 모델을 학습시켜 성능

을확인하였다. 학습을위해 COCO 데이터셋에사전

훈련된 최신 버전의 YOLOv7 모델 가중치를 사용하

여 전이 학습을 진행하였고, 이를 Copy-Paste 데이터

증강 기법으로 생성한 도로 환경에서의 쓰레기 객체

학습 데이터 셋으로 미세 조정하여 학습하였다.

학습에는 Nvidia GeForce RTX 2080ti GPU 8개

를 사용하였고, GPU당 배치 크기는 32, 학습을 위한
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optimizer는 SGD, SGD의 모멘텀은 0.937, weight

decay는 5e-4, 학습률은 0.01로 시작하고 One cycle

정책을 사용하였다. 모든 모델 학습은 같은 하이퍼파

라미터를 사용하고 200 epoch 동안 미세 조정되었다.

4.3 평가지표 및 성능 평가
본 논문에서 비교를 위한 평가지표로는 기존에 객

체 탐지 분야에서 주로 쓰이는 성능 평가지표인 카테

고리별 Average Precision(AP)과 AP의 평균인 mean

Average Precision(mAP)을 사용하였고, Intersection

over Union(IoU) 임곗값은 0.5로 설정하였다.

본 논문에서 제안하는 Copy-Paste 데이터 증강 기

법으로 생성한 학습 데이터로 학습한 모델을 평가하

기 위해 기준 모델로 poisson blending을 제외한

baseline의 Copy-Paste 데이터 증강 기법[8]을 사용하

여 생성한 데이터로 학습한 모델을 사용하였고 이 모

델을 Baseline이라표기하였다. 또한도로환경에서의

쓰레기 객체 합성이라는 환경을 고려하여 Baseline의

학습에 사용된 데이터 증강 기법에 크기 변환, 360도

회전, 맥락을고려한배치기법을추가하여생성한데

이터로모델을학습해 Baseline과비교하였고이모델

을 Baseline+라 표기하겠다. 마지막으로 본 논문에서

제안한 원근 변환 기법을 추가한 Copy-Paste 데이터

증강기법으로 데이터를 생성하여 모델을학습하였고

이 모델을 Ours라 표기하였다. 4.1 절에서 언급한 바

와같이제안한원근변환기법의효과를확인하기위

해원근변환기법적용을제외하고객체의배치와사

용된 기법 등은 정확히 같다.

실험 결과는 표 1에 정리되어 있다. 카테고리별 가

장 높은 지표를 볼드체로 표시하였다. 크기 변환, 360

도 회전, 맥락을 고려한 배치를 추가한 Baseline+의

mAP가 Baseline의 mAP와비교해 40.6에서 49.1으로

8.5 만큼 증가한 것을 보아 Copy-Paste 데이터 증강

기법으로 도로 환경에서의 쓰레기 객체 데이터를 생

성할 때 이러한 기법들이 효과적임을 확인하였다.

본 논문에서 제안한 원근 변환을 이용한

Copy-Paste 데이터 증강 기법이 효과적임을

Baseline+과 Ours의 성능 비교를 통해 확인할 수 있

다. 원근변환이성능에미치는영향을분석하기위해

4.1 절에서언급했듯이두모델의학습데이터는원근

변환을 적용할 객체에 원근 변환 적용 유무를 제외하

고는 배경, 객체, 배치 위치 등 다른 사항들은 정확히

같다.

원근 변환을 적용할 납작한 객체가 없는 병과 캔

카테고리의 AP는 Baseline+에서는 각각 35.3, 49.4이

고 Ours에서는 36.4, 48.7로차이는각각 1.1, 0.7이다.

병과캔카테고리의경우원근변환을적용한객체이

미지가 학습 데이터에 포함되지 않으므로 이러한 AP

의변화는학습편차에 의한 결과라고할수있다. 또

한병카테고리와캔카테고리의 AP가다른카테고리

에 비해 낮은 모습을 볼 수 있는데 이는 각 객체들의

특성에 의해 발생한다. 병 카테고리에는 투명한 객체

가 많이 존재하고 이러한 객체들은 실제 이미지에서

는 배경에 의해 색과 모습이 잘 변하는 특성이 있다.

따라서 수집한 병 카테고리 객체와 실제 데이터 사이

에시각적인차이가발생할수있고이는탐지성능의

저하로 이어진다. 캔 카테고리의 객체는 다른 카테고

리의 객체에 비해 크기가 작다는 특성이 있다. 본 논

문에서사용한 Yolov7 모델은작은객체에대한탐지

성능이 비교적 떨어지기 때문에[13] 캔 카테고리의 탐

지 성능이 낮아진다.

박스와 비닐 카테고리에는 원근 변환을 적용할 납

작한객체와그렇지않은객체가동시에존재한다. 박

스카테고리는박스카테고리객체이미지의약 14%,

비닐 카테고리는 비닐 카테고리 객체 이미지의 약

38%가 원근 변환을 적용할 납작한 객체로 이루어져

있다. 박스와비닐카테고리의 AP는 Baseline+에서는

각각 69.7, 76.4이고 Ours에서는 72.0, 81.5로 차이는

각각 2.3, 5.1로 Ours에서 더 높다. 또한 원근 변환을

적용할 객체들만 포함된 전단지 카테고리의 AP의 경

우엔 Baseline+에서는 14.5이고 Ours에서는 76.7로

62.2 만큼 상승하였으며, mAP는 49.1에서 63.1로

14.0 상승하였다. 이를통해, 높이가낮은객체를도로

환경에서 Copy-Paste 데이터 증강 기법으로 합성할

때 본 논문에서 제안한 원근 변환 기법을 사용한

Copy-Paste 데이터증강기법이효과적임을알수있다.

Ⅴ. 결 론

본 논문에서는 자율주행 노면 청소차의 쓰레기 객

체탐지성능향상을위한이미지합성기법을연구하

였다. 도로 환경에서의 쓰레기 객체 데이터 합성이라

는 환경을 고려해 크기 변환, 360도 회전, 맥락을 고

려한 배치와 같은 기법들을 추가하였고 실험을 통해

객체 탐지 모델의 성능을 향상시켰음을 보였다. 또한

원근 변환을 추가한 Copy-Paste 데이터 증강 기법을

제안하였고 도로 환경에서 높이가 낮은 납작한 객체

들의 합성에 제안한 기법이 효과적임을 보였다.

하지만 병같이 투명한 물체에 대해서는 탐지 성능

이유독낮음을볼수있는데, 이를 해결하기위해향
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후 투명한 물체에 채도 변환을 적용해보고, 기존의

poisson blending 기법을 발전시켜 작은 객체에도 효

과적인 개선된 poisson blending 기법을 적용하여 객

체 탐지 성능을 향상시키는 Copy-Paste 데이터 증강

기법을 연구할 예정이다.
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